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摘　要：　调制识别是通信对抗的关键技术，现有的基于深度学习的调制识别研究大多在仿真数据集或开源数据

集上进行，导致训练所得的模型在实际应用时面临着不能适应具体场景的巨大挑战。本文首先提出了一种针对调制

信号的镜像数据增强方法，以矢量信号源发射且用接收机接收得到的信号作为原始数据，通过滤波、不同的速率抽取、

相移、频移、加噪操作，实现信号增强。这样增强生成的数据集能够适应实际场景中不同的符号速率、多普勒频移、接

收机载波偏移、信噪比（Signal-to-Noise Ratios，SNRs）、接收机特征等各种要素的影响，与实际信号相近。接着设计一个

信号模态变换模块，对采集的同向正交信号样本进行模态变换，为后续的多模态处理提供数据基础。随后设计了多模

态多尺度卷积融合加压缩激励去噪机制的 Transformer调制识别模型。之后，用 RadioML2018.10a的数据对提出设计

模型进行训练，信噪比 12 dB 以上时测试集准确率达到 98.3%，但此时训练的模型用于实际场景测试时的结果仅

10.4%。最后使用增强的数据集对提出的模型进行训练，信噪比 16 dB以上平均准确率为 90.1%；使用训练所得的模型

进行在线落地测试，信噪比12 dB时识别率为91.9%。
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Abstract:　Modulation recognition is a key technology in communication countermeasures. Most of the existing mod⁃
ulation recognition studies based on deep learning are conducted on simulated datasets or open-source datasets. As a result, 
the models obtained through training face huge challenges of being unable to adapt to specific scenarios in practical applica⁃
tions. First, this paper proposes a mirror data augmentation method for modulated signals. The signals transmitted by a vec⁃
tor signal source and received by a receiver are used as the original data. Signal augmentation is achieved through opera⁃
tions such as filtering, different rate sampling, phase shift, frequency shift, and noise addition. The augmented dataset gener⁃
ated in this way can adapt to the influence of various factors in real-world scenarios, such as different symbol rates, Doppler 
frequency shifts, receiver carrier offsets, signal-to-noise ratios (SNRs), and receiver characteristics, and is similar to real sig⁃
nals. Next, a signal modality transformation module is designed to perform modality transformation on IQ sampling data 
samples, providing a data basis for subsequent multi-modality processing. Then, a Transformer-based modulation recogni⁃
tion model with multi-modality multi-scale convolution fusion and SE denoising mechanism is designed. After that, the pro⁃
posed model is trained using the RadioML2018.10a dataset. When the SNR is above 12 dB, the accuracy of the test set 
reaches 98.3%. However, when the trained model is used for testing in real-world scenarios, the result is only 10.4%. Final⁃
ly, the proposed model is trained using the augmented dataset. When the SNR is above 16 dB, the average accuracy is 90.1%. 
The trained model is used for online practical testing, and the recognition rate reaches 91.9% when the SNR is 12 dB.
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0　引言

自动调制识别（Automatic Modulation Recognition，
AMR）常用于非协作通信与电子侦察环境中对接收

信号进行调制类型的识别。作为信号检测和解调之

间的关键步骤［1］，其在军事领域和民用领域中都扮演

着重要角色。随着近年来无线通信技术的迅速发展，

信号调制方式越发复杂和多样化，无线电环境愈加恶

劣，这是对信号调制识别的巨大挑战。

传统的调制识别方式基本上可划分为基于似然

函数的调制识别算法以及基于特征的调制识别算法

两类。基于似然函数的方法［2］要求准确建立未知信

号模型，将调制识别问题视为多假设问题，并通过比

较似然比和预设阈值来作出最终判断。然而，这种方

法对先验信息依赖性大，对似然函数模型的精确性要

求较高、计算复杂［3］。相比之下，基于特征的方法［4］

则是从信号中提取特征，再利用分类器进行调制识

别。此方法相对计算复杂度低、实用性高［5］。然而，

在提取的特征与分类器不匹配时，识别结果会受到较

大影响［6］。
基于深度学习的调制识别方法较传统方法优势

明显。深度模型中包含多个隐藏层，因此不需要传统

方法中复杂的特征提取步骤或设定阈值即可自动判

别特征，其灵活性使得其相较于传统方法具有更低的

计算复杂度与更高的识别精度。数据设计是深度学

习解决问题过程中的关键，现有用于调制识别的数据

集为软件定义无线电（Software Defined Radio，SDR）产

生的全仿真数据集，存在信号特征覆盖不全及参数分

布与实际应用场景存在偏差的问题。

针对目前数据集存在的问题，本文提出一种基于

真实数据的镜像数据增强技术，原始信号由矢量信号

源 SMCV100B 生成，使用接收机接收，使其包含发射

过程与接收过程应包含的影响，后对其进行数据增强

处理，使其更加符合目前调制信号的实际情况，并且

包含接收到的信号可能存在的一定范围内的各类因

素，如不同的符号速率、多普勒频移、采样率、信噪

比、相移、载波偏移等。针对所制作数据集，构建特

征提取能力更强的模型，使用该模型在现有数据集上

进行训练，对比现有先进模型以验证模型设计有效

性。最后，使用所构建数据集进行模型训练，并进行

离线和在线测试。

本文主要贡献如下：

（1）提出了一种针对现实条件下调制识别任务的

半仿真数据镜像增强设计方法，较目前所用仿真数据

集更贴合现实条件下的信号特征，同时避免真实数据

所带来的特征分布不均匀等数据设计问题。该方法

相对全部以实际的采集信号制作数据集而言，大大节

省了工作量，提高了工作效率，同时体现实际场景数

据集样本的各态历经性。

（2）提出了多模态多尺度卷积融合加去噪机制的

Transformer 调制识别模型。首先设计一个数据模态

变换模块，为后续的多模态处理提供数据基础。接着

设计了多尺度卷积模块，实现不同尺度特征的提取。

然后设计一个卷积融合模块，实现特征融合与数据压

缩，从而降低后续模型的复杂度。之后设计压缩激励

模块（Squeeze and Excitation，SE）用于噪声压缩，突出

重要特征。最后连结 Transformer 的编码器进一步进

行特征提取，所得特征用于调制类型识别。

（3）针 对 所 设 计 的 模 型 ，使 用 开 源 的 Ra⁃
dioML2018.01a 数据集与所设计的增强数据集，在模

型训练、测试与在线落地测试三个方面进行了比较研

究，证实所构建模型与数据集的有效性，这对基于深

度学习调制识别技术落地具有重要的意义。

1　相关工作

随着深度学习技术的发展，越来越多研究者致力

于构建神经网络模型来解决调制识别这一分类问题，

常用的深度学习模型包括卷积神经网络（Convolu⁃
tional Neural Networks，CNN）、循环神经网络（Recurs⁃
sion Neural Network，RNN）、Transformer 架构。CNN 能

够学习数据的空间特征，但缺乏时间建模能力，RNN
可以利用时间序列对输入信号进行分析，但无法处理

含噪声的无序序列。Transformer 架构包含多头自注

意力机制和位置编码，拥有更好的全局处理能力。

李钦等人［7］通过时频分析将雷达信号转化为时

频图像，提升了低信噪比下雷达信号调制识别精度。

Chen 等人［8］将连续样本信号分为片段并拼接为二维

特征矩阵，摆脱了传统模型依赖局部特征的缺陷，并

平衡了模型推导速度与精度。Pan 等人［9］提出了基

于双输入卷积神经网络的调制识别方法，将信号转化

为高功率谱灰度图与时频灰度图作为双输入，改善了
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相移键控信号（Phase Shift Keying，PSK）和正交幅度调

制信号（Quadrature Amplitude Modulation，QAM）信号

的识别效果。上述方法将信号信息转化为矩阵信息，

使用 CNN 进行识别，一定程度上忽略了信号的时序

信息，且模型复杂度较高。

Gao 等人［10］使用门控网络（Gated Recurrent Unit，
GRU）学习信号样本的信噪比特征，并使用不同的网

络对不同信噪比的样本进行识别，在低信噪比取得了

较高识别率。Zhu 等人［11］提出一种多特征轻量化自

动调制识别网络，采用深度可分离卷积和 GRU 降低

模型参数，多路输入以同步提取空间、时间与频率特

征，并使用 Dropout 算法抑制了过拟合。Liu 等人［12］将
基于对比学习的多模态融合模型用于自动调制识别，

将信号与关键特征进行融合作为输入。Xing 等人［13］

提出了一种使用深度可分离卷积的轻量化调制识别

网络，通过信噪比（Signal-to-Noise Ratios，SNRs）特征

校准模块动态调整特征以提升抗噪鲁棒性。Lu 等

人［14］提出了动态自适应加权特征融合神经网络，将

正交和幅度（In-phase and Quadrature，IQ）信号数据与

多个特征参数构成的循环特征矩阵作为双输入，提升

了模型识别性能。上述方法在输入 IQ 信号的同时输

入了信号特征，使用深度卷积层降低了模型复杂度，

为模型落地测试作了准备。

Vaswani 等人［15］提出了一种包含自注意力模块和

位置编码的 Transformer 架构，与传统的卷积模型依赖

局部感受野的概念不同，其通过自注意力机制有效捕

捉输入中各个部分之间的全局关系。自注意力机制

使得每个输入元素都能与其他元素互动，从而更好地

捕捉到长程依赖关系。Dao 等人［16］将 Transformr 架构

与视觉变换器（Vision Transformers，ViT）［17］结合，在数

据输入使用了多个卷积核并行提取特征，牺牲了模型

复杂度但提高了模型特征提取能力。李广丽等人［18］

以残差网络提取局部特征，设计多视角 Transformer 编
码模块捕获全局上下文，实现双网络双向知识传递与

优势互补。Zeng 等人［19］以信号瞬时幅度、相位和频

率为输入，引入轻量化分组卷积残差模块进行特征预

提取，使用 Transformer 作为核心架构，取得较高精度

的同时计算复杂度增加有限。然而，上述 Transformer
架构相关模型受限于单一数据集，缺乏真实场景验

证，未能充分检验其泛化能力及抗噪能力之外的其他

鲁棒性指标。

随着许多种不同设计理念的模型相继问世，基于

特定数据集的识别准确率也在不断提高，常用数据集

有 O’Shea 等 人［20］相 继 公 开 的 RadioML2016 和 Ra⁃
dioML2018 系列数据集，以及 Tekbıyık 等人［21］设计的

HisarMod2019.1 数据集，其中 RadioML2018.01a 数据集

使用最为广泛，其包含 24 种调制方式以及 26 种信噪

比。此类数据集通过参数化建模生成包含多调制类

型、动态信噪比及基础信道损伤的标准化样本，但未

包含相关物理层损伤，如信号上变频发射与接收机滤

波与下变频过程中所产生的影响，并且相关参数范围

不可控，生成流程复杂，在面对需要大量数据的场景

时无法便捷生成数据集。

2　镜像数据增强技术

本文提出的镜像增强技术，类比物理场景中单一

真实场景经多镜反射生成多个镜像的现象，该技术以

单一真实场景采集的数据为基础，通过符号速率、多

普勒、初始相位、载波偏置等维度的镜像变换生成数

据，而非额外采集真实场景数据。镜像数据增强的目

的是实现场景的多样性，进而实现数据的多样性，提

升模型的泛化能力与落地效果。

为使数据充分包含发射过程与接收过程产生的

影响，在数据采集时进行真实的信号发射与接收步

骤。具体为使用矢量信号源将信号加以载波发射，接

收机接收时进行滤波和下变频操作。同时采用半仿

真的数据设计，采用仿真设计模拟真实信道条件，避

免完全数据采集构建数据集带来的参数分布不均的

问题，减少数据采集的重复工作。如图 1 所示，接收

机以高采样率采集原始信号序列，经过平滑滤波、下

变频和下采样处理后，分别存储为 IQ 两路信号。之

后进行包括符号速率增强、载波偏置增强、初始相位

增强、多普勒增强、噪声增强在内的镜像数据增强。

2. 1　符号速率增强

在实际通信过程中，信号不同的符号速率 Rs 或

接收端采样率 fs 会映射为一个符号的采样点数 Ns，其

数学关系可表示为

Ns =
fs

Rs

（1）
通过调整 Rs 和 fs，可模拟实际通信场景中因收发

设备差异导致的 Ns 动态变化，增强数据集对符号速

率与采样率联合变化的表征能力。具体的，通过矢量

信号源控制发射信号的 Rs，联合接收机的高采样率 fs

数据增强

矢量信号源 滤波 下变频 下采样

初始相位增强多普勒增强符号速率增强信噪比增强数据集 初始相位增强多普勒增强符号速率增强信噪比增强数据集

接收机

发射功率

调制方式

载波频率

符号速率

发射功率

调制方式

载波频率

符号速率
连续I/Q信号 截取2048*2

数据增强

矢量信号源 滤波 下变频 下采样

初始相位增强多普勒增强符号速率增强信噪比增强数据集

接收机

发射功率

调制方式

载波频率

符号速率
连续I/Q信号 截取2 048×2

图1　镜像数据增强技术流程图

Figure 1　Flowchart of mirroring data augmentation
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生成原始高分辨率信号。随后对采集数据统一进行

不同下采样因子（M = fs /f ′s ，其中，f ′s 为目标采样率）的

抽取操作，模拟实际采样接收效果。不同的符号速

率，在相同采样速率下，意味着每个符号采样点数不

一样；同样的符号速率，在不同的采样速率下，每个

符号的采样点数也不一样；数据符号速率上的增强，

本质上反映了每个符号采样点数在一定范围内变化。

2. 2　多普勒增强

多普勒频移主要是由于多普勒效应引起的通信

载波频率的偏移，为模拟现实情况下广泛存在的该现

象，对接收机初步数据采集后的数据进行一定范围内

的随机多普勒频移处理，保证每个信号数据的多普勒

频移量不同，增强数据对多普勒频移的适应性。数据

集中多普勒频移范围大小结合发射信号频率进行

设置。

设 W0 为多普勒频移，分别产生相互正交的两路

频率为 W0 的信号，与原始信号或经延迟的多径信号

相乘即可。即：I = cos(W0t)Q = sin(W0t)，且

S0 (t)* (I + jQ)= exp ( j(ω0 +W0 ) t ) （2）
从上式可见，原始信号频率 ω0 叠加上了多普勒

频移 W0。

2. 3　信噪比增强

由于接收机的设计也会对信号信噪比产生影响，

这种情况能更真实地模拟实际情况下信号的传输。

此外，为了有效评估使用此数据集进行训练的模型对

噪声的适应能力，在在线测试过程中，本方法通过改

变矢量信号源发射功率以改变信噪比大小，对采集后

的数据进行噪声标定估计，得出某功率下发射与接收

信号的信噪比范围。在镜像数据增强时，计算出信号

样本功率后，按信噪比大小的不同添加高斯白噪声，

计算公式如式（3）：

Pn =
Ps

10
SNR
10

（3）
其中，Pn 表示需要添加的噪声功率；Ps 为原信号样本

功率；SNR 为所需信噪比。

对于信噪比标定，同种调制方式信号频谱具有一

定相似性，绘制其频谱后可以去除信号本身来估计噪

声功率，并估计出该条件下某种调制信号的信噪比。

改变发射功率即可使信号信噪比等比例下降，同时估

计低功率下发射信号的信噪比，以此即可在不同信号

源与接收机条件下，估计得到所得数据信号的信噪

比。经测算，实验所用信噪比范围对应的信号源发射

功率如图 2 所示，在-8 dB 到 30 dB 的范围内，信号源

发射功率与信号信噪比线性拟合方差为 0.39，呈现出

良好线性关系，证实了此范围内信号信噪比标定的有

效性，为后续在线测试提供了信噪比相关测试的

参考。

2. 4　平滑滤波

信号下采样处理前的滤波操作是接收端的关键

环节，此过程由接收机的带通滤波完成，以限制信号

的带宽，去除带外噪声，从而提高信号的质量和后续

处理的精确性。在带通滤波之前，选择采用均值滤波

或者其他滤波方式来进行平滑滤波以提高信号质量。

本文实验使用均值滤波进行平滑滤波处理。设接收

信号为长度为 N 的序列 x[n]，采用滑动窗口长度为奇

数 M，则有输出信号 y[n]如下式：

y[n]=
1
M ∑

k =-(M - 1)/2

(M - 1)/2

x[n + k] n = 01N - 1 （4）
为避免滤波引入的时域失真，采用合适的边缘处

理方法。采用取更长的信号序列进入滤波器，滤波后

去除两端数据。在原始信号的两端分别扩展 L 个样

本点，得到长度为 N + 2L 的扩展信号序列 x͂[n]，对扩展

信号序列进行滤波操作，得到滤波后的序列 y͂[n]，去

除两端的 L 个样本点，得到最终的滤波序列 y[n]，其长

度仍为 N。

2. 5　初始相位增强

2. 5. 1　样本偏置增强

实际接收机由于符号定时偏差，可能从任意位置

开始采样，致使信号截取的初始相位随机化，因此设

计以采样时间间隔为单位的样本偏置增强。设时域

偏移量 Dt Î[0Ts )，其中 Ts 为符号周期。则对应的离

散信号偏移点数为

n0 =
Dt

Tsample

（5）
其中，Tsample 为采样周期，是采样率的倒数。在进行数

据增强时，每条信号的偏移点数 n0  U(0N × Ns )，其中

100 80 60 40 20 0

10

0

10

20

30

40

/d
B
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图2　实际发射功率与信噪比标定关系曲线以及二者线性拟合关系

Figure 2　Calibration curve of actual transmission power versus signal-to-

noise ratio and their linear fitting relationship

332



第 1 期 李国军等：基于镜像数据增强与多尺度特征卷积融合的Transformer调制识别技术

N 为符号数，Ns 为每个符号的采样点数。随机偏移后

的信号可表示为

sshift [n]= s[ (n0 + n)  mod (N ×Ns )] n = 01L - 1（6）
其中，L 代表截取长度，且 L ≤ N - n0，以避免循环

填充。

2. 5. 2　相位旋转增强

与上述时域随机偏移不同，相位旋转增强引入了

非线性因素和频域扰动，是 0  2π范围内均匀分布的

相位偏移增强，更针对对于相位敏感的调制方式，如

QAM、PSK 等。定义接收信号复基带表示为 s(n)=

A(n)ejφ(n)，其中 A(n)为幅度，φ(n)为相位，则施加随机相

位偏移后得到的信号表示为

srot (n)= s(n)ejθ （7）
其中，θ  U(02π)。

3　模型结构

面对多径衰落、干扰等各种因素对于通信性能的

影响，接收机部分需要较低复杂度的算法来进行自适

应调制识别以提供更高标准的通信服务。本节中提

出了一种使用压缩激励模块的 Transformer 结构自动

调制识别模型，模型框架如图 3 所示。模型包括信

号多模态变换、多尺度卷积特征融合、位置编码、

Transformer 编码器和分类层。经计算，模型参数量共

168 000，浮 点 运 算 次 数（FLOating Point operations，
FLOPs）为12 M，其中Transformer结构FLOPs共约9.5 M，

其余卷积层、池化层和全连接层的FLOPs共约2.5 M。

3. 1　信号模态变换

信号输入为 IQ 复数信号，其中 I 和 Q 分别代指同

向分量和正交分量，它们分别是复数信号的实部和虚

部。将两路信号进行线性运算后重构以增强信号的

表征能力，具体方法如下式所示：
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（8）

其中，Y1 和 Y2 分别代表原 I 路和 Q 路的信号样本；Y3

和 Y4 代表线性处理后的信号样本，将 Y1、Y2、Y3 和 Y4

拼接以实现多模态特征提取，所得信号覆盖了更多信

号特征，如原始 IQ 信号不能表征的两路分量叠加和

差分后的联合幅度分布信息。

设
é
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，以 32 QAM、

128 QAM、32 PSK、32 APSK（32 Amplitude and PSK）为

例，原始信号的 I、Q 星座图和预处理信号的星座图分

别如图 4（a）~（d）所示。变换后的星座图与原始星座

图相比，其总体覆盖的范围更为广泛，且星座图中点

与点之间的间隔更大。这种间隔的增加有助于提高

信号的可区分性，使得模型能够更加清晰地识别不同

的信号状态。

3. 2　多尺度卷积特征提取与融合

将线性处理后的信号样本并行通过五个不同卷

积核的卷积层，卷积核大小分别为（4，4）、（4，8）、（4，
16）、（4，32）和（4，64），以实现不同尺度层次的特征

提取，多尺寸卷积核的并行架构利用不同尺寸的卷积

核分别捕捉不同尺度的细粒度特征，通过差异化的感

受野设计实现特征提取的协同优化。五个并行卷积

操作以及用于特征融合的点卷积层具体参数如表 1
所示。在多尺度卷积特征提取后，在通道维度连接所

有并行层的输出张量，并使用一个跨度为（1，1）的点

卷积层和 ReLU 激活函数进行特征融合，同时实现数

据压缩，以减少后续模块处理的规模，所得输出为

X0 Î RCout ´ Hout ´ 1。

3. 3　SE去噪模块

SE-Net 是一种通过动态调整通道权重来增强特

征表达能力的注意力机制模块，其核心结构包括压缩

和激励两部分。压缩通过全局平均池化将输入特征

图的空间维度压缩为的通道描述符，获取全局感受野

并表征各通道的全局分布。SE 模块结构如图 5 所示，

给定输入 x Î Rc ´ h ´ w，经过给定的映射条件 F tr 后得到

特征图大小为 c1 ´ h ´ w，之后该特征图分别经过压缩

操作 Fse 和激励操作 Fex 生成原特征图的每个通道的

权重，大小为 c1 ´ 1 ´ 1，将此通道权重与特征图逐个

相乘，形成新的特征图 x͂。

在本模型中，SE-layer 由池化层、两个全连接层和

I Q I+Q I-QI Q I+Q I-Q
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图3　模型结构

Figure 3　Model structure
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非线性激活函数 ReLU（Rectified Linear Unit）组成，将

X0 作为输入，使用两个全连接层与非线性激活函数

ReLU 生成通道权重，学习通道间的非线性依赖关系，

并通过 Sigmoid 函数归一化，最终将权重与原特征图

相乘，实现特征重标定，输出尺寸不变。其独特的通

道注意力机制使其拥有降噪能力，压缩的过程提取了

通道级信息，并在后续特征图与通道权重的逐个相乘

实现噪声抑制和信号增强，这一过程通过动态调整特

征通道权重来增强有效信号并抑制噪声。

3. 4　位置编码

位置编码操作如图 6 所示，对压缩激励模块输出
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图4　四种调制信号的星座图对比

Figure 4　Comparison of constellation diagrams of four modulated signals
表1　并行卷积层参数

Table 1　Parallel convolutional layer parameters
卷积层

CONV1
CONV2
CONV3
CONV4
CONV5
CONV6

卷积核

(kernel size)
(4,4)
(4,8)

(4,16)
(4,32)
(4,64)
(1,1)

步长(stride)
(4,8)
(4,8)
(4,8)
(4,8)
(4,8)
(1,1)

填充(padding)
(0,0)
(0,2)
(0,6)

(0,12)
(0,30)
(0,0)

输入/输出

通道数

1/16
1/16
1/16
1/16
1/16

80/64

h

w

h

w

h
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x

c
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图5　SE结构图

Figure 5　SE structure
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X0 转 置 ，并 拼 接 加 入 类 别 标 记 Xcls Î R1 ´ Hout，得 到

X1 Î R(Hout + 1)´ Cout。设计待结合的正余弦交替的位置编

码表示如下：

E i
t =

ì
í
î

ïï

ïï

sin ( )ωkt  i = 2k      

cos ( )ωkt  i = 2k + 1
（9）

其 中 ，t 表 示 在 类 别 标 记 序 列 中 的 实 际 位 置 ；i =

0123
Cout

2
- 1，表示位置编码向量中的具体维度；

ωk =
1

10 0002k/Cout
，表示正余弦函数采用的频率。此位置

编码过程可完整表达为 X2 =Concat(xcls X
T
0 )+E i

t。

3. 5　Transformer编码器

如图 7，将输入 X2 通过三个独立的权重矩阵

Wq、Wk、Wv 获得查询向量 Q、键向量 K 和值向量 V，然

后通过计算每一对元素的查询向量和键向量的点积，

计算它们之间的注意力权重，接着通过键向量维度的

平方根进行归一化，并通过 Softmax 函数得到最终的

权重。具体公式如下：
Q =X1WQ

K =X1WK

V =X1WV

S(X2 )= softmax ( )QK T

dk

×V

（10）

其中，X2 Î R(Hout + 1)´ Cout 为位置编码模块输出；Q、K、V

分别代表线性变换得到的查询矩阵、键矩阵、值矩

阵；WQ、WK、WV 是可训练的权重矩阵；dk 为缩放因

子，等同于键向量维度大小。

与此同时，在上述过程中，并行使用 Nh 个自注意

力操作来增强得到的 S(X2 )，具体操作为在通道维度

拼接注意力头生成的不同的 S(X2 )。之后将拼接后的

特征输入并联结构的前馈神经网络（Feed-Forward 
Neural network，FFN）进行特征整合，引入非线性激活

函数 GELU（Gaussian Error Linear Units），增强模型表

达能力。

4　实验结果

本节通过离线和在线测试证明所构建模型与所

设计数据集的有效性。首先使用 RadioML2018.01a 对

所提出的模型进行训练、测试，并用所得模型进行在

线测试；接着使用增强数据集进行对所提出的模型进

行训练、测试，并进行在线落地测试。

4. 1　模型性能评估

将数据集 RadioML2018.01a 按 6：2：2 分为训练

集、测试集和验证集，选取自适应矩估计优化器

（Adaptive moment estimation，Adam），初始学习率设置为

0.000 2，每20轮次降为先前轮次的0.8倍，训练300轮次

后损失函数已收敛。选择类别标签的交叉熵作为损

失函数，并设置批次大小为 512。
图 8 展示了各模型在 RadioML2018.01a 中正信噪

比样本上的识别性能。在 6 dB 及以上时，本文所设

计模型在所有对比模型中识别率均为最高。低信噪

比时，模型也展现了极大性能优势，6 dB 时识别率已

经达到了 90% 以上，较其他模型高出 6.4%。信噪比

在 6 dB 以 下 时 ，SCSNet（Spatial and Channel-wise 
Shrinkage neural Network）［22］识别率最高，这是因为其

是专注于降噪的模型，且复杂度较高。在 26 dB 时，

本文模型较其他模型也取得了平均 1.3% 的优势。

表 2 展示了各模型的复杂度与识别率比较。使

用可训练参数量和每秒浮点数运算次数进行模型复

杂度对比，由于所构建模型使用了 SE-layer 和并行的

FFN 等低复杂度设计，且多头自注意力模块本身复杂

度较低，其可训练参数数量仅高于 SCGNet［23］这一稀

疏连接的 CNN 网络，较 SCSNet 等模型有较大提升。

同时，网络在模型中拥有最低的 FLOPs。对比各模型

准确度，所构建模型较低复杂度的 SCGNet 的最高识

别率提高了 4%，但可训练参数量仅增加了 61 000，相
比其他复杂度更高的模型也有平均 0.56% 的优势。

这表明所构建模型较好地平衡了参数量与准确率，且

更强的特征提取能力使其在面对更复杂的调制信号

时也有更好效果。
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图6　位置编码

Figure 6　Position encoding
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Figure 7　Transformer encoder
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4. 2　数据集泛化能力评估

经实验，使用现有仿真数据集训练的模型无法完

成 真 实 条 件 下 的 调 制 识 别 任 务 ，如 使 用 Ra⁃
dioML2018.01a 训练的本文模型无法实现对本文设计

数据集的识别，识别结果的混淆矩阵如图 9 所示，平

均准确率仅 10.4%，数字调制方式大多识别为二进制

振幅键控（Binary Amplitude Shift Keying，2ASK）和二

进制相移键控（Binary PSK，BPSK），模拟调制方式均

识别为四进制频移键控（4-ary Frequency Shift Keying，
4FSK）。这证明针对现存仿真数据集训练的模型泛

化性较差，无法适应于真实数据，相关实验模型在用

于实际条件下的调制信号识别时仍然充满较大不确

定性。使用增强数据集训练的模型识别结果的混淆

矩阵如图 10 所示，对比图 9 可明显看出明显的改善

效果。

4. 3　增强数据集上的训练与测试

4. 3. 1　数据集信息

新设计的增强数据集预计包含多种信号特征，涵

盖了实际通信环境中的多样性。其包含不同的多普

勒频移、初始相位、信噪比、符号速率、滤波窗口大小

和采样率等变化，从而确保训练过程中能够涉及多种

可能的通信环境。具体信息如表 3 所示。

为保证测试的真实性与有效性，此节数据中离线

测试结果为增强数据集中的测试集结果，在线落地测

试为不断注入数据的不间断测试，训练参数设置与上

一节中相同。通过修改发射机信号参数与接收机参

数，得到在不同信号速率、发射功率、多普勒频移、载

表3　数据集信息

Table 3　Dataset information
信息类别

调制方式数量

模拟调制类别

数字调制类别

单类别调制方式信号数量

数据格式

信噪比

单信噪比样本数量

内容

18
AM, FM

ASK, MSK, BPSK, QPSK, OQPSK, 8 PSK, 16APSK,  32APSK, 16QAM, 32QAM, 64QAM, 128QAM, 256QAM, 2 FSK, 
4 FSK, 8 FSK

4 096
2×2 048
-10:2:30
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图8　各模型在RadioML2018.01a上的分类效果

Figure 8　Classification performance of each model on RadioML2018.01a
表2　模型参数量与性能比较

Table 2　Comparison of model parameters and performance
网络名称

SCGNet[23]

ResNet[20]

MCLDNN[24]

LSTM[25]

SCSNet[22]

Ours

参数量(params.)
107 000
239 000
407 000
203 000
580 000
168 000

FLOPs/M
36

23.45
49.15
25.82

144.05
12.02

最高/平均准确率/%
94.39/58.82
97.46/60.08
98.20/62.51
98.22/62.51
98.36/65.00
98.62/63.89

2A
SK

BPSK
QPSK

8P
SK

16
APSK

32
APSK

16
QAM

32
QAM

64
QAM

12
8Q

AM

25
6Q

AM
2F

SK
4F

SK
8F

SK AM FM
MSK

OQPSK

真实标签

2ASK

BPSK

QPSK

8PSK

16APSK

32APSK

16QAM

32QAM

64QAM

128QAM

256QAM

2FSK

4FSK

8FSK

AM

FM

MSK

OQPSK

预
测
标
签

0.38 0.00 0.00 0.00 0.09 0.00 0.00 0.00 0.00 0.01 0.01 0.06 0.00 0.00 0.00 0.45 0.00 0.00

0.08 0.00 0.00 0.00 0.31 0.00 0.03 0.00 0.00 0.03 0.06 0.36 0.00 0.01 0.00 0.09 0.02 0.00

0.00 0.00 0.00 0.00 0.00 0.12 0.00 0.00 0.27 0.02 0.02 0.01 0.00 0.23 0.00 0.00 0.31 0.00

0.00 0.00 0.00 0.00 0.00 0.02 0.00 0.00 0.14 0.01 0.02 0.00 0.00 0.53 0.00 0.01 0.25 0.00

0.00 0.00 0.00 0.00 0.00 0.02 0.00 0.00 0.14 0.01 0.02 0.01 0.00 0.55 0.00 0.00 0.24 0.00

0.00 0.00 0.00 0.00 0.00 0.04 0.00 0.01 0.24 0.17 0.11 0.11 0.00 0.15 0.00 0.04 0.12 0.00

0.00 0.00 0.00 0.01 0.02 0.07 0.01 0.05 0.15 0.16 0.18 0.31 0.00 0.00 0.00 0.00 0.03 0.00

0.00 0.01 0.01 0.03 0.06 0.15 0.00 0.08 0.21 0.11 0.11 0.15 0.00 0.00 0.01 0.00 0.06 0.00

0.00 0.01 0.00 0.02 0.02 0.10 0.01 0.09 0.20 0.13 0.15 0.21 0.00 0.01 0.00 0.00 0.06 0.00

0.00 0.02 0.01 0.07 0.04 0.20 0.00 0.09 0.19 0.09 0.07 0.09 0.00 0.00 0.01 0.00 0.13 0.00

0.00 0.02 0.01 0.03 0.04 0.16 0.00 0.08 0.21 0.12 0.11 0.13 0.00 0.01 0.01 0.00 0.08 0.00

0.00 0.01 0.00 0.04 0.05 0.12 0.00 0.09 0.12 0.09 0.15 0.20 0.00 0.00 0.01 0.00 0.13 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.24 0.00 0.17 0.00 0.05 0.54

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.38 0.62 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.26 0.74 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.37 0.62 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00 0.00 0.00 0.00 0.00 0.00

图9　仿真数据集训练模型在真实数据下的识别效果

   Figure 9　Recognition performance of the model trained on simulated 
datasets when applied to real data
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波频率下模型识别率。

4. 3. 2　测试结果

所构建模型在不同信噪比下离线测试和在线测

试的识别准确率如图 11 所示，其中 16 dB 以上测试集

平均准确率为 90.1%，在线落地测试平均准确率为

90.6%。由于所制作数据集中信号样本的各参数范围

更广，因此在低信噪比下在线落地测试准确率更高。

图 12 和图 13 显示了所设计网络在线识别过程中

不同信噪比下各类调制方式的识别精度结果。网络

能以高准确度识别出各类低阶数字及模拟调制、PSK
以及 FSK 调制；在信噪比大于 6 dB 时，网络对 16 QAM
和 32 APSK 识别精度均高于 85%，对 32 QAM、64 QAM
和 16 APSK 识别精度均高于 93%；但对于 128 QAM 以

及 256 QAM 网络的识别精度较低阶 QAM 调制下降了

约 35%，这是由高低阶 QAM 调制的层次关系引起的，

且高阶 QAM 调制更易受到不利传输条件的影响，数

据设计中各类因素的模拟加剧了这一特点，导致高阶

QAM 准确率较低。

4. 4　数据模态消融测试

通过对比实验，研究样本尺寸和输入模态数量对

模型准确率的影响机制，确定合适的数据尺寸与输入

模态。如表 4 所示，IQ 信号长度从 1 024 增加到 2 048
时，模型准确率显著提升 8.32%，这是因为模型能在

更长的时序信号中捕获更多高频特征与相位信息。

在此基础上，进一步对模型输入的通道数量进行调

整。模型输入原本分为 I 路和 Q 路两路，在增加 I+Q
和 I-Q 两路后准确率提高了 8.22%，达到 91.9%。这

证明了数据模态设计对模型性能的关键作用。

2A
SK

BPSK
QPSK

8P
SK

16
APSK

32
APSK

16
QAM

32
QAM

64
QAM

12
8Q

AM

25
6Q

AM
2F

SK
4F

SK
8F

SK AM FM
MSK

OQPSK

真实标签

2ASK

BPSK

QPSK

8PSK

16APSK

32APSK

16QAM

32QAM

64QAM

128QAM

256QAM

2FSK

4FSK

8FSK

AM

FM

MSK

OQPSK

预
测
标
签

1.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 1.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.99 0.01 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.01 0.99 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.80 0.03 0.00 0.01 0.00 0.09 0.07 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.01 0.92 0.00 0.02 0.00 0.03 0.03 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.91 0.01 0.00 0.04 0.03 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.97 0.00 0.01 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.01 0.00 0.01 0.00 0.89 0.01 0.08 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.05 0.03 0.09 0.01 0.04 0.52 0.25 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.05 0.10 0.03 0.02 0.04 0.27 0.50 0.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00 0.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00 0.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00 0.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00 0.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00 0.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00 0.00

0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 1.00

图10　增强数据集训练模型在真实数据下的识别效果

        Figure 10　Recognition performance of the model trained on the 
augmented dataset under real data
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图13　模拟调制、低阶调制和 APSK 信号在不同信噪比下识别准

确率

Figure 13　Recognition accuracy of simulated modulation, low-order 
modulation, and APSK signals at different signal-to-noise 
ratios
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Figure 12　Recognition accuracy of FSK and QAM signals at different 
signal-to-noise ratios
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图11　不同信噪比下模型在测试集和在线落地测试时的识别准确率

 Figure 11　Recognition accuracy of the model on the test set and in 
online deployment tests under different signal-to-noise ratios

337



电 子 学 报 2026 年

5　结论

针对调制识别开源数据集训练的模型在落地面

临的困境，本文提出基于少量实际采样信号进行镜像

增强的方法，设计了增强数据集用于模型训练。同时

设计基于多模态多尺度卷积融合加去噪机制的编码

器调制识别模型。通过开源数据集进行模型训练，在

12 dB 以上信噪比的测试数据上，获得了 98.3% 的总

体识别精度。但以开源训练的模型，用于实际场景进

行在线测试的时候，识别精度仅约 10.4%。使用增强

数据进行模型训练，所得的模型参数用于在线测试，

获得了极大的识别精度改善，高信噪比下在线调制识

别精度达到 91.9%。在线测试表明，本文提出的数据

增强技术与深度调制识别网络是有效的，这对调制识

别、信号识别的落地具有重要意义。
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